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多源数据预测重庆市肝炎发病趋势的时滞输入神经网络研究
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　　［摘要］　目的　利用多源互联网数据构建时序分析融合工具，继而精准预测重庆市肝炎的发病趋
势。方法　利用卫生疾控中心数据库获取肝炎发病率数据，大气污染物数据来源于中国环境监测总站
官网，气候数据来源于国家气象星系中心，网络指数数据来源于百度搜索引擎，时间范围均为２０１３年
１１月至２０２３年５月。基于现有的时序分析方法，利用多源数据对分解模型的残差部分进行校正。基
于非自回归（ｎｏｎａｕｔｏｒｅｇｒｅｓｓｉｖｅ，ＮＡＲ）和长短期记忆递归神经网络（ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＬＳＴＭ）的各
自优势，构建了时滞输入神经网络（ｄｅｌａｙｅｄｉｎｐｕｔｎｅｕｒａｌｎｅｔｗｏｒｋ，ＤＩＮＮ）。之后，还在其基础上加入了星
雀优化算法（ｎｕｔｃｒａｃｋｅｒｏｐｔｉｍｉｚｅｒａｌｇｏｒｉｔｈｍ，ＮＯＡ）和联合四分位Ｈｕｂｅｒ损失函数（ｊｏｉｎｔｑｕａｎｔｉｌｅＨｕｂｅｒ
ｌｏｓｓ，ＪＱＨＬ）等优化模块，继而构建了 ＤＩＮＮ＋。结果　相较于常见的单输入模型及同步多输入模型，
ＤＩＮＮ可取得最为优异的预测效果。在加入超参数和损失函数优化后，ＤＩＮＮ＋的预测性能进一步提升，
其测试集ＭＳＥ为０．１７０９、ＭＡＥ为０．４６１２、ＲＭＳＥ为０．５８２１、ＭＡＰＥ为０．０６２６、Ｒ２为０．８８４０。结论　基
于多样方法和多元数据融合的思想，在既往的时序分析方法基础上，本文提出了一个准确性和泛化能力

良好的ＤＩＮＮ＋优化模型。该模型丰富和补充了利用多源数据校准传染病时序预测分析的方法学研究
内容，可作为未来传染病公共卫生层面影响因素分析及趋势预测的全新基准。
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　　传染病的发病一直是一个备受关注的公共卫生问
题，为社会、经济和健康带来了巨大负担［１］。利用传

染病数据预测传染病的趋势可为实际的防控工作提供

重要的指导和方向［２］。既往研究中常使用时间序列

方法以预测传染病发病率，如季节性自回归差分移动

平均模型 （ｓｅａｓｏｎａｌａｕｔｏｒｅｇｒｅｓｓｉｖｅｉｎｔｅｇｒａｔｅｄｍｏｖｉｎｇ
ａｖｅｒａｇｅ，ＳＡＲＩＭＡ）［３］，以及适用于处理非线性数据的
非自回归（ｎｏｎａｕｔｏｒｅｇｒｅｓｓｉｖｅ，ＮＡＲ）模型［４］，长短期记

忆递归神经网络（ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＬＳＴＭ）［５］等。
相较于线性模型，非线性模型可更好地拟合时间序列

中非周期性的随机波动［６－７］。对于传染病的时间序列

预测，可考虑使用多个模型进行融合分析，其中部分模

型用于拟合传染病的趋势和季节性，其他模型则利用

外部相关数据对残差项进行校准，继而提升预测精

度［８－９］。

　　影响传染病发病的因素较为复杂，既往传染病预
测研究主要关注于不同病种和地区之间的差异［１０］。

随着卫星遥感和互联网技术的发展，获取和利用传染

病相关的多源数据成为可能。当前，已有一些既往研

究在传染病预测中成功应用了互联网数据，这揭示了

互联网数据在预测传染病时的先行性和相关性［１１－１３］。

因此，综合利用多源数据可明显提高预测模型的效果

和准确性。

　　参数优化和损失函数是确保机器学习方法准确性
的关键步骤。然而，传统算法常常面临收敛速度慢和

易陷入局部最优等问题［１４］。为了应对这些挑战，元启

发式算法被广泛应用以有效优化模型参数，提高寻找

全局最优解的能力［１５］，如粒子群算法（ｐａｒｔｉｃｌｅｓｗａｒｍ
ｏｐｔｉｍｉｚａｔｉｏｎ，ＰＳＯ）和 星 雀 优 化 算 法 （ｎｕｔｃｒａｃｋｅｒ
ｏｐｔｉｍｉｚｅｒａｌｇｏｒｉｔｈｍ，ＮＯＡ）等［１６］。另外，在处理不同类

型的数据时，选择适合的损失函数进行校正也非常重

要［１７］。

　　病毒性肝炎发病率较高的一类法定传染病，其在

时间序列上具有明显的特征［１８］。因此，本研究以重庆

市的肝炎数据集为基础，针对发病率的预测模型进行

了有效性和通用性的研究。在这项研究中，我们提出

了一种新的时间序列神经网络模型，其通过在预测模

型中异步地引入多源数据和历史发病率，可有效提高

预测的准确性。之后，本研究还引入了超参数和损失

函数优化，并将该模型命名为时滞输入神经网络＋
（ｄｅｌａｙｅｄｉｎｐｕｔｎｅｕｒａｌｎｅｔｗｏｒｋ＋，ＤＩＮＮ＋），旨在充分提取
时间序列信息及发现输入变量与发病率之间的相关性。

　　本文使用重庆市肝炎数据集进行了实证研究，并
在以下方面进行了创新：①多样方法：ＤＩＮＮ＋通过残差
方式进行方法融合，聚焦于传统季节分解模型中无法

识别的部分，利用元启发算法进行参数优化。针对传

染病数据的特点，提出了针对性的联合四分位Ｈｕｂｅｒ
损失函数（ｊｏｉｎｔｑｕａｎｔｉｌｅＨｕｂｅｒｌｏｓｓ，ＪＱＨＬ）联合损失函
数。②多源数据：ＤＩＮＮ＋整合了传染病数据、大气污染
物数据、气候数据、网络指数和股票指数等多源数据，

这有利于修正传染病数据的预测结果，并提升模型对

扰动部分的预测能力。③应用价值：ＤＩＮＮ＋丰富和补
充了传染病预测的方法学研究内容，其可作为未来传

染病预测的全新基准，并为各类传染病发病预测提供

参考依据。

１　材料与方法

　　全文的技术路线如图１所示。ＤＩＮＮ＋的整体结构
为多输入、单输出的时序分析模型。

１．１　数据来源和特征提取
　　重庆市肝炎月发病率数据来源于中国卫生疾控中
心数据库。原始数据包含了甲、乙、丙、丁、戊和未定型

６种类型的病毒性肝炎在重庆市每月的发病报告人
数。为了计算当月的发病率（每 １０万人），将报告人
数除以当年重庆市的统计人口数（以 １０万为单位）。
大气污染物数据来源于中国环境监测总站官网，气候
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数据来源于国家气象星系中心。网络指数数据来源于

百度搜索引擎。研究数据的时间跨度均为 ２０１３年
１１月至２０２３年５月，共计１１５个月，涵盖４６个变量。
为获得指数信息，主要通过数据库进行关键词共现性

分析、专家共识及经验确定与待分析传染病相关性较

高的关键词信息。然后，利用搜索引擎将这些关键词

与文本数据进行匹配，进而获取关键词的文本指数信

息。所有研究数据均经过合理的收集，传染病月发病

率数据中无缺失现象。

　　影响传染病发病趋势的因素很多，包括地理环境、
气候波动、社会因素和经济变化等。一项流感流行趋

势的研究揭示，低社会经济地位的人群更容易感染流

感［１９］。此外，股票市场的波动与社会经济变化紧密相

关，其有利于及时、有效地反映经济动态的变化。因

此，本文计划将相关股票指数纳入研究，通过该指标反

映社会和个体层面在经济变化方面的情况。

　　因此，除肝炎发病率外，本研究还纳入了４５个其
他具体指标。其中，污染物信息、百度指数和股票指数

均为按日统计的，而气候数据为每 ３小时监测一次。
因此，需要进行时间序列特征提取，以获取每个指标在

每个月的时间序列特性。使用了 Ｃａｔｃｈ２２［２０］和 ＪＣ２１
方法进行特征提取，特征提取结果如表１所示。每个
变量提取了４３个时序特征，共衍生出１９３５个变量。

注：蓝色虚线框代表利用历史数据进行时序分析的ＮＡＲ网络的部分，红色虚线框代表利用多源数据进行残差校正的部分。

图１　全文技术路线图

表１　时间序列特征提取指标
类别 具体指标

地理环境 ＰＭ２．５、ＰＭ１０、ＳＯ２、ＣＯ、ＮＯ２、Ｏ３
气候 温度、气压、风向、风速、能见度、露点温度、降水量

社会因素 百度搜索指数（传染、肝炎、肝炎症状、肝炎治疗、疫苗）

经济变化 上证指数、深证成指、创业板（开盘、最高、最低、收盘、涨跌、涨幅、振幅、总手、金额）

Ｃａｔｃｈ２２

ＤＮ＿ＨｉｓｔｏｇｒａｍＭｏｄｅ＿５、ＤＮ＿ＨｉｓｔｏｇｒａｍＭｏｄｅ＿１０、ＣＯ＿ｆ１ｅｃａｃ、ＣＯ＿ＦｉｒｓｔＭｉｎ＿ａｃ、ＣＯ＿ＮｏｎｌｉｎｅａｒＡｕｔｏｃｏｒｒ、ＣＯ＿ｔｒｅｖ＿１＿ｎｕｍ、ＭＤ
＿ｈｒｖ＿ｃｌａｓｓｉｃ＿ｐｎｎ４０、ＳＢ＿ＢｉｎａｒｙＳｔａｔｓ＿ｍｅａｎ＿ｌｏｎｇｓｔｒｅｔｃｈ１、ＤＮ＿ＭｉｎＭａｘ、ＤＮ＿ｎｌｏｇＬ＿ｎｏｒｍ、ＥＮ＿ＡｐＥｎ、ＩＮ＿
ＡｕｔｏＭｕｔｕａｌＩｎｆｏＳｔａｔｓ＿４０＿ｇａｕｓｓｉａｎ＿ｆｍｍｉ、ＦＣ＿ＬｏｃａｌＳｉｍｐｌｅ＿ｍｅａｎ１＿ｔａｕｒｅｓｒａｔ、ＤＮ＿ＯｕｔｌｉｅｒＩｎｃｌｕｄｅ＿ｐ＿００１＿ｍｄｒｍｄ、ＤＮ＿
Ｑｕａｎｔｉｌｅ、ＳＰ＿Ｓｕｍｍａｒｉｅｓ＿ｗｅｌｃｈ＿ｒｅｃｔ＿ａｒｅａ＿５＿１、ＳＢ＿ＢｉｎａｒｙＳｔａｔｓ＿ｄｉｆｆ＿ｌｏｎｇｓｔｒｅｔｃｈ０、ＣＲ＿ＲＡＤ、ＳＣ＿ＦｌｕｃｔＡｎａｌ＿２＿ｒｓｒａｎｇｅｆｉｔ＿５０
＿１＿ｌｏｇｉ＿ｐｒｏｐ＿ｒ１、ＳＣ＿ＦｌｕｃｔＡｎａｌ＿２＿ｄｆａ＿５０＿１＿２＿ｌｏｇｉ＿ｐｒｏｐ＿ｒ１、ＳＰ＿Ｓｕｍｍａｒｉｅｓ＿ｗｅｌｃｈ＿ｒｅｃｔ＿ｃｅｎｔｒｏｉｄ、ＤＮ＿ＨｉｇｈＬｏｗＭｕ（ｙ）

ＪＣ２１
最大值、最小值、平均值、峰峰值、整流平均值、有效值、峰值、方差、标准差、峭度、偏度、均方根、波形因子、峰值因
子、脉冲因子、裕度因子、重心频率、均方频率、频率方差、频带能量、相对功率谱熵
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１．２　特征选择
　　首先，采用最小绝对值选择与收缩算子（ｌｅａｓｔ
ａｂｓｏｌｕｔｅｓｈｒｉｎｋａｇｅａｎｄｓｅｌｅｃｔｉｏｎｏｐｅｒａｔｏｒ，ＬＡＳＳＯ）回归
（式１）进行了变量初筛，以去除无效变量和共线性变
量，最终筛选出了４７个有价值的时序特征［２１］。接着，

使用随机森林（式２）对这些特征进行了重要性排序，
并根据变量选择的迭代情况（见图２）选出１３个重要
性较高的特征作为外部输入变量，继而纳入后续的研

究模型中。

　　Ｃｏｓｔ（ω）＝∑
Ｎ

ｉ＝１
（ｙｉ－ωＴｘｉ）２＋λ‖ω‖１ （１）

　　Ｇｉｎｉ（Ｅ，Ｓ）＝
｜Ｅ１｜
｜Ｅ｜
Ｇｉｎｉ（｜Ｅ１｜）＋

｜Ｅ２｜
｜Ｅ｜
Ｇｉｎｉ（｜Ｅ２｜）

（２）

图２　变量选择变化趋势图

　　热力图分析结果和重要性排序如图３所示，其中
Ｘ１至Ｘ１３分别代表 Ｃａｔｃｈ７＿ＣＯ、Ｃａｔｃｈ１５＿肝炎症状、
ＪＣ１７ＰＭ１０、ＪＣ１７ＳＯ２、ＪＣ７Ｏ３、ＪＣ２０Ｏ３、ＪＣ１肝炎
症状、ＪＣ１６肝炎治疗、ＪＣ５疫苗、ＪＣ１３温度、Ｃａｔｃｈ４
创指收盘、Ｃａｔｃｈ５深成指涨跌、ＪＣ２创指开盘。

图３　热力图与重要性排序

１．３　联合损失函数
　　常用的Ｈｕｂｅｒ损失函数有利于综合衡量均方误差
（ｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，ＭＳＥ）、平均绝对误差 （ｍｅａｎ
ａｂｓｏｌｕｔｅｅｒｒｏｒ，ＭＡＥ）的优势［１７，２２］，而分位数损失函数

则根据拟合值和真实值的关系以调整权重［２３］。鉴于

此，本文提出了一种新的联合分位数Ｈｕｂｅｒ损失函数
（ｊｏｉｎｔｑｕａｎｔｉｌｅＨｕｂｅｒｌｏｓｓ，ＪＱＨＬ），该函数结合了分位
数损失函数和 Ｈｕｂｅｒ损失函数的优点，其算法流程如
图４所示。

图４　ＪＱＨＬ的算法流程图

　　依据式４，λ值代表了联合损失函数中各部分的权
重。在实际应用中，可通过设置 λ的大小以调整损失
函数中各部分的重要性。当λ取值较大且δ取值较小
时，适用于存在极值点且极值点接近于０的数据。当
λ取值较小时，适用于数据分布较为规整的情况。而
当λ取值较大且 δ取值较大时，则适用于存在极值点
且极值点明显偏大的情况。算法１展示了 ＪＱＨＬ的伪
代码。

　　 （３）
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１．４　参数优化
　　在机器学习和深度学习中，参数优化是影响算法
性能和准确性的关键步骤［２４］。然而，模型融合和损失

函数改进会增加超参数的数量，手动调参很难取得良

好的结果。因此，需要选择适合的优化算法以兼顾运

行性能和效率。

　　对常用的元启发式算法进行测试函数比较后，本
文筛选出了 ＮＯＡ算法。该算法具有高效的全局搜索
能力、自适应的搜索策略、并行计算能力、鲁棒性强和

可解释性强等优点［１６］。因此，本文选择引入 ＮＯＡ算
法以自动优化模型的超参数和损失函数的系数，以期

对模型精确度进行有效提升。

１．５　改良预测模型
　　鉴于不同的模型可有效捕捉到数据中不同的特征
和特点，本文考虑串联模型融合以提供更全面、准确的

特征表示能力［２５］。为提高传染病发病趋势预测模型

的精确度和泛化能力，需要构建适合的独立模型来协

作完成每个预测步骤。因此，本文所提的 ＤＩＮＮ基于
ＮＡＲ和ＬＳＴＭ两种模型而提出。具体而言，本文构建
了一个ＮＡＲ模型以进行传染病的自回归拟合，并将延
迟输入的多变量特征引入到融合模型中。在该过程

中，使用由自回归模型得出的残差序列作为下一步

ＬＳＴＭ模型的因变量。通过利用与传染病相关的多源
数据来拟合残差项，本文规避了同时输入所引起的时

间序列分解项之间的影响，并降低了自回归过程与变

量拟合过程之间的相互干扰。

　　一方面，选用神经网络以拟合和训练 ＮＡＲ模型，
并采用贝叶斯优化算法对 ＮＡＲ模型的参数进行估计
和优化，这有利于提升模型拟合训练数据的性能。

ＮＡＲ的算法原理可表达为
　　Ｙ（ｔ）＝Ｔ（ｔ）＋Ｓ（ｔ）＋Ｒ （４）
　　另一方面，使用多输入长短期记忆递归神经网络
（ｍｕｌｔｉｐｌｅｉｎｐｕｔｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＭＩＬＳＴＭ）处理
多输入特征的序列数据［２６］。通过收集肝炎相关的地

域多源数据作为输入特征，为每个输入特征定义一个

单独的输入层，并将它们连接到 ＬＳＴＭ模型中。将多
个ＬＳＴＭ层进行堆叠，以便在时间序列上逐步处理输
入数据，并且每个 ＬＳＴＭ层的输出作为下一层的输
入［２７］。最后，将ＬＳＴＭ模型的输出连接至一个或多个
全连接层，以生成所需的预测。

　　在ＤＩＮＮ模型的基础上，本文还加入了“１．３联合损
失函数”和“１．４参数优化”中提及的两处改进，继而构
建出ＤＩＮＮ＋。为进行模型性能的比较，本文还纳入了
ＳＡＲＩＭＡ及ＮＡＲＸ模型。本研究所用各模型的构建流
程如图５所示。其中，Ｘｔ表示肝炎发病率时间序列。
１．６　模型训练和评价
　　为便于数据处理和加快模型收敛速度，同时规避
不同量纲对结果准确度的影响，对数据进行了［０，１］
标准化处理，继而使数据符合标准正态分布。此外，纳

入从２０１３年１１月到２０２２年５月的数据作为训练集，
共计１０３个月；预测集则包括２０２２年６月到２０２３年５月
的数据，共计１２个月。本研究利用ＭＡＴＬＡＢ２０２３ａ进
行了模型构建、指标计算和绘图等工作。

　　纳入五种常见的评价指标以评估模型的性能，包
括均方误差（ＭＳＥ）、平均绝对误差（ＭＡＥ）、均方根误
差（ｒｏｏｔｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，ＲＭＳＥ）、平均绝对百分比误
差（ｍｅａｎａｂｓｏｌｕｔｅｐｅｒｃｅｎｔａｇｅｅｒｒｏｒ，ＭＡＰＥ）和拟合优度
（Ｒｓｑｕａｒｅ，Ｒ２）。前 ４个指标用于衡量模型的拟合误
差，而Ｒ２则表示模型对实际数据趋势的拟合程度。较
小的误差值表示模型的拟合性能较好，较大的Ｒ２值则
表示模型对实际数据趋势的预测能力较强。
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注：通路①代表ＮＡＲ模型；通路②代表ＬＳＴＭ模型；通路③
代表非线性输入输出模型；通路④代表 ＭｉＬＳＴＭ模型；通
路⑤代表ＮＡＲＸ模型；通路⑥代表ＤＩＮＮ模型。

图５　本文纳入各个模型的构建流程

２　结果

　　在结果部分，首先分析比较了优化算法的性能。
随后，逐步评估单输入模型、同步多输入模型和时滞输

入神经网络的预测结果，最终揭示本文所提 ＤＩＮＮ＋的
优越性。

２．１　优化算法性能比较
　　以开普勒优化算法（Ｋｅｐｌｅｒｏｐｔｉｍｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍ，
ＫＯＡ）［２８］和蜘蛛蜂优化算法（ｓｐｉｄｅｒｗａｓｐｏｐｔｉｍｉｚｅｒ，
ＳＷＯ）［２９］作为对照，使用１６种常见的标准测试函数对
各优化算法进行性能分析。结果显示，ＮＯＡ算法在大
多数测试函数中均表现出了更快的整体收敛速度和更

强的全局寻优能力，如图６所示。因此，将 ＮＯＡ作为
ＤＩＮＮ＋的首选算法。
２．２　单输入模型预测结果
　　单输入模型指利用时间序列的历史数据以预测未
来趋势的模型。ＮＡＲ的 ＭＳＥ、ＭＡＥ、ＲＭＳＥ和 ＭＡＰＥ
均低于ＳＡＲＩＭＡ和 ＬＳＴＭ；而 Ｒ２高于其他模型，在测
试集上达到了０．７０８７，表现出了优异的预测性能。三
种模型在训练集和测试集上的拟合效果展示于图７。
２．３　同步多输入模型预测结果
　　使用筛选出的１３类特征结合肝炎发病率时间序
列，构建了同步输入的 ＮＡＲＸ模型和 ＭｉＬＳＴＭ模型，
并对重庆市的肝炎发病率进行了校正预测分析。结果

表明：相较于前述单输入模型，ＭｉＬＳＴＭ模型在性能上
取得了较大提升，测试集 Ｒ２达到了０．８１０４。两种同
步多输入模型在训练集和测试集上的拟合效果如图８
所示。

注：ＮＯＡ为红线、对照为蓝线，折线图展示了基准函数第一维第一个解的收敛趋势。
图６　ＮＯＡ的算法性能测试
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图７　各类单输入模型的拟合结果
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注：训练集数据为２０１３年１１月至２０２２年５月，测试集数据为２０２２年６月至２０２３年５月。
图８　同步多输入模型拟合图

２．４　时滞输入神经网络的预测结果
　　相较于对比模型，ＤＩＮＮ模型在各项指标上均获得
了不同程度的提升。在测试集上，ＤＩＮＮ模型的 ＭＳＥ、
ＭＡＥ、ＲＭＳＥ和ＭＡＰＥ均低于其他模型，而Ｒ２则优于其
他模型。具体而言，ＤＩＮＮ模型的 Ｒ２值为０．８４２４。通
过延时纳入多源数据衍生的时序特征，ＤＩＮＮ模型可充
分发挥ＮＡＲ模型和 ＬＳＴＭ模型的优势，显著提升模型
的总体预测能力，减小预测值与实际值之间的差距。

　　在ＤＩＮＮ模型的基础上优化的ＤＩＮＮ＋的预测结果
如表２、图９所示。研究结果表明，参数优化算法和联
合损失函数的引入有利于有效修正预测结果，进而获

得更精确的预测效果。因此，ＤＩＮＮ＋模型是重庆市肝
炎发病率趋势预测的最优模型。

３　讨论

　　本文在重庆市肝炎发病率的分析与预测中进行了
一系列研究。首先，本文进行了比较研究，评估了三种

单输入模型和两种同步多输入模型。在这个基础上，

本文提出了外部多变量迟输入和模型融合策略，并通

过结合元启发式优化算法，进一步改进了损失函数的

设计。最终，本文成功构建了最优的融合模型ＤＩＮＮ＋，
在测试集上展现了最佳的预测性能。

　　基于ＮＡＲ和ＬＳＴＭ，本研究构建了ＤＩＮＮ模型，在
预测重庆市肝炎发病中取得了较好的性能。相较于传

统的线性自回归模型，ＮＡＲ模型可探索数据之间的复
杂关联和非线性模式，并通过选择适当的非线性激活

函数和网络结构以适应不同数据的特点［３０］。这种灵

活性使得ＮＡＲ模型对各类时间序列数据的适应性较
好，并且可更好地捕捉数据的特征，进而提供更准确的

预测结果［３１－３２］。ＬＳＴＭ通过使用门控机制以控制信息
的流动，从而可更好地处理长期依赖性［３３］。在多变量

输入中，每个变量可作为 ＬＳＴＭ网络中的一个输入维
度，有助于提供更丰富的信息以增强预测能力［３４－３５］。

本研究构建的ＤＩＮＮ模型可有效地对时间序列的各部
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表２　各模型评价指标
模型 数据集 ＭＳＥ ＭＡＥ ＲＭＳＥ ＭＡＰＥ Ｒ２

ＳＡＲＩＭＡ 训练集 ０．０９６６ ０．５９７１ ０．９１６２ ０．０９８１ ０．７７７７
测试集 ０．４００１ １．１３８２ １．３８６１ ０．１５２６ ０．３６４３

ＬＳＴＭ 训练集 ０．１０８２ ０．７４２５ １．０８７３ ０．１１４９ ０．６５３１
测试集 ０．３３０５ ０．８６３１ １．１４４８ ０．１２５２ ０．５６６４

ＮＡＲ 训练集 ０．１０５４ ０．６７８０ １．０５８８ ０．１０１９ ０．６７１０
测试集 ０．２７０９ ０．５８７５ ０．９３８３ ０．０８１２ ０．７０８７

ＮＡＲＸ 训练集 ０．０５３１ ０．１５１７ ０．５２８６ ０．０２７８ ０．９１９６
测试集 ０．２６５２ ０．２７１６ ０．９１８５ ０．０２５５ ０．７２０９

ＭｉＬＳＴＭ 训练集 ０．０６５９ ０．３８８５ ０．６６２７ ０．０５７４ ０．８７１１
测试集 ０．２１８５ ０．４８５８ ０．７５７０ ０．０６２０ ０．８１０４

ＤＩＮＮ 训练集 ０．０４９９ ０．１３６５ ０．５０２０ ０．０２６８ ０．９２６１
测试集 ０．１９９２ ０．５３７９ ０．６９０１ ０．０７２０ ０．８４２４

ＤＩＮＮ＋ 训练集 ０．０４５６ ０．１９０４ ０．４５８７ ０．０３４５ ０．９３８３
测试集 ０．１７０９ ０．４６１２ ０．５９２１ ０．０６２６ ０．８８４０
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注：训练集数据为２０１３年１１月至２０２２年５月，测试集数据为２０２２年６月至２０２３年５月。

图９　时滞输入模型拟合图

分进行分步预测，其利用ＮＡＲ模型以捕捉肝炎发病的
趋势和周期，同时使用ＭｉＬＳＴＭ模型分析外部多因素
对传染病流行趋势的影响，充分发挥了两种模型的各

自优势。因此，ＮＡＲ模型可聚焦于分析肝炎发病的趋
势，而ＭｉＬＳＴＭ模型则可专注于寻找外部多因素对肝
炎发病趋势造成的扰动，从而提高预测的精度。通过

将ＮＡＲ模型和 ＭｉＬＳＴＭ模型串联起来，能够更好地
发挥它们各自的优势。

　　本研究在ＤＩＮＮ模型的基础上进行了进一步优化
和改良，引入了参数优化和改良的损失函数，从而构建

了ＤＩＮＮ＋模型。针对数据的特点，我们提出了 ＪＱＨＬ
联合损失函数，使模型能够更关注发病率数据的集中

部分，并尽可能避免离群值的影响。为解决模型融合

和损失函数优化增加的超参数问题，本文引入了 ＮＯＡ
元启发优化算法，进一步提高了模型的准确性和泛化

性能。损失函数优化和参数寻优有利于进一步提升模

型性能，分析原因在于，ＤＩＮＮ模型中外部多因素变量
的延迟输入有助于规避历史发病率数据与输入变量之

间的相互影响。研究结果表明，相较于单输入模型和

同步多输入模型，ＤＩＮＮ模型在预测准确性方面表现
出更好的性能。

　　随着外部干扰因素的增加，仅使用传染病历史数
据预测未来趋势具有较大的局限性［３６］。以谷歌流感

指数为代表的互联网检索数据已被逐渐应用于传染病

预测的领域［１３］。互联网指数可有效反映人群的互联

网行为，对人群在传染病发病前的自发性和先行性检

索行为进行合理评估。大气污染物数据可有效反映当

地环境变化对人群罹患传染病概率的影响。气候数据

在一定程度上可反映天气变化对人群迁徙的影响，从

而影响传播途径和疾病发病率。从经济水平变化的角

度，股票指数可有效地代表社会经济变化对疾病发生

发展特点的干扰。因此，将这四种类型的网络数据作

为外部多变量输入，通过 ＭｉＬＳＴＭ模型对肝炎发病率
残差项进行拟合，这有利于提升模型的准确性。

　　本研究虽然在设计和执行上合理且严格，但仍有
改进和提升的空间。对未来的研究方向展望如下。首
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先，从多个维度、广泛的领域分析空间分布、人群分布

和致病因素等特征，以提高预警效果。其次，通过理论

研究和探索特征选择方法，如递归消除法、相关系数

法、随机森林，构建适用于传染病数据的特征选择方

法，提高预测效果。最后，应在多个传染病数据集上验

证ＤＩＮＮ模型的泛化能力。通过这些研究方向，有望
提升研究成果，对传染病预测领域做出更大贡献。

　　综上所述，本研究利用多源网络大数据作为外部
输入变量进行重庆市肝炎发病率的预测。在 ＮＡＲ模
型和ＭｉＬＳＴＭ模型的基础上引入了联合损失函数和
参数优化算法，成功构建了 ＤＩＮＮ＋模型，并经实证研
究揭示了其预测性能的优异性。因此，本研究提出的

ＤＩＮＮ＋模型具有较好的预测性能，并可为传染病的防
控提供有力的指导。
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